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Abstract

Este artigo apresenta um modelo geoestat́ıstico para dados composicionais.
A inferência para os parâmetros desconhecidos do modelo é feita baseada
na função de verossimilhança. Um algoritmo misto de resultados anaĺıti-
cos e numéricos é utilizado. Para a construção de intervalos de confiança
considerou-se duas abordagens: Wald e perfil de verossimilhança. Em mode-
los com efeito espacial um interesse comum é a predição do processo em local-
izações não amostradas (krigagem), para isto, são apresentados dois algorit-
mos, um baseado em quadratura de Gauss-Hermite e um segundo baseado em
simulação. Uma aplicação da metodologia é feita em um conjunto de dados
reais referente a frações granulométricas de solo, onde o objetivo é obter um
mapa da distribuição espacial das frações. No exemplo considerado, a infer-
ência apresentou várias dificuldades, principalmente com relação a avaliação
da incerteza associada as estimativas. Intervalos de Wald produziram esti-
mativas intervalares irreais, o que foi resolvido obtendo-se intervalos via perfil
de verossimilhança. A predição espacial das frações granulométricas do solo
foi realizada pelos dois algoritmos, que mostraram resultados compat́ıveis e
satisfatórios. Um estudo de simulação para avaliar o viés dos estimadores,
bem como o ńıvel de cobertura dos intervalos de Wald foi conduzido. Os
resultados mostram uma tendência de subestimação para os parâmetros de
variância e correlação, porém com fraca intensidade. Os intervalos de Wald
apresentaram ńıvel de cobertura pouco abaixo do nominal, por volta de 85%
a 90%. De forma geral o modelo, o processo de estimação e predição es-
pacial propostos mostraram resultados satisfatórios para a análise de dados
composicionais espaciais.
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1. Introdução

Dados composicionais são definidos como vetores de elementos positivos
e soma constante, geralmente 1 ou 100%. Esta restrição define o simplex
unitário como o espaço amostral, induz correlação intŕınsica entre as variáveis
e impõe limitações à aplicação de técnicas estat́ısticas usuais para a análise
e modelagem de dados.

Além da correlação natural existente entre os elementos de um vetor,
denominado composição, pode-se levar em consideração a dependência que
existe em decorrência dos locais onde as composições são amostradas. De-
screver a distribuição espacial de composições consiste em uma informação
valiosa para a descrição completa das suas caracteŕısticas relevantes, quando
se busca a otimização do processo em estudo, seja esse, de natureza qualquer.

A Estat́ıstica Espacial tem se apresentado como uma área de grande im-
portância nas mais diversas aplicações. Trabalhos de grande relevância têm
sido desenvolvidos nesta área, como os de [1], [2], [3], [4], [5], entre outros.
Na área de geoestat́ıstica citam-se os trabalhos de [6], [7], [8], [9], [10], que
diferem da linha tradicional no sentido, de que a análise é baseada em mod-
elos que induzem uma estrutura de covariância, ou seja, os modelos uni e
multivariados são expĺıcitos através da especificação de uma função de corre-
lação, em que a covariância é função da distância entre pares de localizações.
Nestes modelos, é posśıvel aplicar métodos clássicos de inferência baseados
em verossimilhança, que produzem estimativas mais eficientes dos parâmet-
ros e permitem avaliar a incerteza associada.

Trabalhos realizados por [11, 12, 13] em análise de dados composicionais,
apresentam uma metodologia adequada para analisar dados, caracterizados
por se apresentarem em forma de proporções complementares. O autor
propôs, por exemplo, a transformação razão log-aditiva (ALR) que gener-
aliza a transformação loǵıstica para um vetor composicional de duas partes:

alr : SB −→ RB−1

X
¯
−→ alr

(
X
¯

)
= (ln(X1/XB), . . . , ln(XB−1/XB))> ,

possibilitando a análise dos dados no espaço amostral dos números reais e
a transformação inversa, denominada transformação loǵıstica generalizada
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aditiva (AGL):

agl : RB−1 −→ SB

Y
¯
−→ X

¯
= C

(
(exp {ln(X1/XB)} , . . . , exp{0})>

)
,

devolvendo os dados à escala original, e onde C é o operador fechamento que
garante a soma 1 dos componentes da composição.

A partir dos anos 2000, estes tipos de dados são analisados considerando
as localizações amostrais, mas ainda sob a abordagem geoestat́ıstica tradi-
cional. Por exemplo, [14] mostram que, sem considerar que a matriz de
covariância do modelo composicional seja definida positiva e que os valores
interpolados satisfaçam a restrição “soma um”, a interpolação espacial de da-
dos de frações de part́ıculas de solo produzem valores interpolados irreais.
[15] e [16] seguindo a teoria clássica da geoestat́ıstica, satisfazem essas ex-
igências mas não adotam declaração expĺıcita de modelo, no sentido de não
adotarem um modelo paramétrico para os dados. [17] fazem um estudo so-
bre cokrigagem de frações de part́ıculas do solo, concluindo que a predição
de dados composicionais pode ser feita através da cokrigagem ALR. Segundo
esses autores, a cokrigagem ALR, que considera o logaritmo das razões dos
componentes, apresenta vantagens em relação à cokrigagem sem transfor-
mação, que considera apenas as razões dos componentes. Concluem ainda
que existem vantagens se a transformação de volta das predições para a escala
original, das composições, são calculadas por quadratura de Gauss-Hermite,
para aproximar a esperança condicional.

Sob o enfoque bayesiano, [18] modelam dados composicionais espaciais
sem adotar forma expĺıcita para a função de covariância e sem fazer predição
espacial. Esses autores adotam uma função de correlação exponencial gen-
eralizada e uma distribuição a priori do tipo Wishart para a estimação dos
parâmetros de variância.

Apreciando as referências citadas, avalia-se que ainda existe espaço para
novas propostas metodológicas no que diz respeito a construção de modelos,
para a análise e predição espacial de dados composicionais. Considera-se que
a declaração expĺıcita de um modelo paramétrico para dados geoestat́ıstico
composicionais, com inferência formal baseada em verossimilhança, é uma
importante contribuição para a análise deste tipo de dados. As interpretações
provenientes das estimativas dos parâmetros do modelo podem trazer um
maior entendimento dos fenômenos em estudo nas mais diversas áreas de
aplicação.
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A inferência formal baseada em verossimilhança traz uma abordagem
integrada para a construção de intervalos de confiança, testes de hipóteses
e medidas de criticidade/comparação, o que não é imediato por abordagens
alternativas, como modelagem via variograma/semi-variograma. Além disso,
possibilita a predição espacial e avaliação da incerteza associada.

O objetivo deste artigo é propor e implementar um modelo geoestat́ıstico
para dados composicionais utilizando estruturas multivariadas, com compo-
nentes do modelo especificados por função de correlação espacial e “composi-
cional”. A inferência para os parâmetros do modelo é feita baseada na função
de verossimilhança. Para a predição espacial de dados composicionais são ap-
resentados dois algoritmos, o primeiro fazendo uso de integração numérica
pelo método de Gauss-Hermite, o segundo faz uso de técnicas de simulação.
Como exemplo, aplicou-se a metodologia proposta em um conjunto de dados
de solo, elaborando mapas temáticos baseados no modelo geoestat́ıstico com-
posicional. Além disso, é apresentado um estudo de simulação para verificar
o comportamento assintótico dos estimadores de máxima verossimilhança.

O artigo está dividido em seis seções. Seção 2 apresenta o modelo geoes-
tat́ıstico bivariado composicional. Seção 3 contempla a estimação dos parâmet-
ros baseada na função de verossimilhança. Seção 4, apresenta dois algoritmos
para a predição espacial de dados composicionais. Seção 5 apresenta os resul-
tados da aplicação da metodologia proposta em um conjunto de dados reais
referente a frações granulométricas do solo. Nesta aplicação é apresentado
todo o processo de estimação dos parâmetros, a construção de intervalos de
Wald e baseados em perfil de verossimilhança. A predição espacial é feita
pelos dois algoritmos e os resultados são comparados. Na sequência é apre-
sentado um estudo de simulação, onde foi verificado o viés dos estimadores de
máxima verossimilhança, bem como a cobertura dos intervalos de confiança
de Wald. Seção 6 apresenta uma discussão dos métodos apresentados, re-
lata as principais dificuldades computacionais e são indicados alguns pontos
para pesquisas futuras. No Apêndice são apresentadas as principais funções
desenvolvidas em [19] para as análises apresentadas no artigo.

2. Modelo geoestat́ıstico composicional

Para X
¯

= (X1, ..., XB)> sendo uma composição com B componentes e
Y
¯

= (ln (X1/XB) , . . . , ln (XB−1/XB))
> um vetor com B − 1 elementos, o

modelo geoestat́ıstico com componente comum pode ser obtido seguindo a
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formulação dada em [9]. Neste trabalho, considerou-se composições de três
componentes, (X1, X2, X3).

O modelo geoestat́ıstico bivariado composicional [20] é definido como:{
Y1(x

¯i
) = µ1(x

¯i
) + S1(x

¯i
) + Z1(x

¯i
),

Y2(x
¯i
′ ) = µ2(x

¯i
′ ) + S2(x

¯i
′ ) + Z2(x

¯i
′ ),

em que x
¯i
, x
¯i
′ ∈ R2, são as localizações amostrais i, i

′
= 1, ..., n1, sendo n1 o

tamanho da amostra; Y1 = ln(X1/X3), Y2 = ln(X2/X3) são as variáveis re-
sposta do modelo de modo que Y

¯n×1 =
(
Y1(x

¯1), . . . , Y1(x
¯n1

), Y2(x
¯1), . . . , Y1(x

¯n2
)
)
,

ou seja, as observações são “empilhadas” por variável; Sj(x
¯
) ∼ N(0;σ2

j ) e
Zj(x

¯
) ∼ N(0; τ 2

j ), j = 1, 2.
No modelo geoestat́ıstico composicional os efeitos aleatórios com estru-

tura espacial S1 e S2 são substitúıdos por um efeito aleatório padronizado U .
Supondo que este efeito tem distribuição gaussiana multivariada com vetor
de médias iguais a zero e matriz de covariâncias, com variâncias unitárias e
covariâncias dadas pela função de correlação exponencial, ρU . Esta função
é caracterizada pelo parâmetro de alcance, φ, que controla o decaimento
da correlação como função da separação espacial entre duas localizações.
No modelo bivariado geral, as unidades de medida são preservadas nas con-
stantes padronizadoras σ1 e σ2, enquanto que, no contexto considerado aqui,
são admensionais. Os efeitos aleatórios Z1 e Z2 capturam a variabilidade não
espacial incluindo a correlação, ρ, induzida pela estrutura composicional. O
modelo pode então ser reescrito como:{

Y1(x
¯i

) = µ1(x
¯i

) + σ1U(x
¯i

;φ) + Z1(x
¯i

),
Y2(x

¯i
′ ) = µ2(x

¯i
′ ) + σ2U(x

¯i
′ ;φ) + Z2(x

¯i
′ ).

(1)

Sendo assim, Y
¯
∼ N(µ

¯
; Σ), com µ

¯
= (µ1, µ2)> e a matriz de covariâncias Σ

composta pelos elementos

Cov(Yj(x
¯i

);Yj(x
¯i

)) = σ2
j + τ 2

j , Cov(Yj(x
¯i

);Yj(x
¯i
′)) = σ2

jρU(x
¯i

; x
¯i
′),

e
Cov(Y1(x

¯i
);Y2(x

¯i
′)) = σ1σ2I2(i, i′) + τ1τ2I3(i, i′),

com as funções indicadoras I2 e I3 definidas como:

I2(i, i′) =

{
1 , se i = i′,
ρU(x

¯i
; x
¯i
′) , se i 6= i′,

I3(i, i′) =

{
ρ , se i = i′,
0 , se i 6= i′.
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3. Inferência no modelo geoestat́ıstico composicional

O vetor de parâmetros do modelo é θ = (µ1, µ2, σ1, σ2, τ1, τ2, φ, ρ)> e sua
função de verossimilhança é obtida a partir da função de densidade da dis-
tribuição normal multivariada:

L(θ, Y ) = (2π)−
n
2 |Σ|−

1
2 exp

(
Y−µ

Y

)>
Σ−1

(
Y−µ

Y

)
em que o termo µ

Y
é função dos parâmetros µ1 e µ2 e os demais parâmetros

(σ1, σ2, τ1, τ2, φ, ρ) definem os termos em Σ. Considerando µ
Y

= Dµ, em

que D é a matriz de delineamento de ordem n × 2, tem-se que a função de
log-verossimilhança é dada por:

l(θ;Y ) = −n
2

ln(2π)− 1

2
ln |Σ| − 1

2
(Y −Dµ)>Σ−1(Y −Dµ) (2)

Os estimadores de máxima verossimilhança para µ podem ser obtidos
diferenciando 2 em relação aos respectivos parâmetros e são dados por

µ̂ = (D>Σ−1D)−1(D>Σ−1Y ) (3)

Substituindo µ̂ em 2 obtêm-se uma log-verossimilhança concentrada em
θ∗ = (σ1, σ2, τ1, τ2, φ, ρ). Claramente não é posśıvel obter estimadores para
θ∗ de forma fechada. Sendo assim, será utilizado o algoritmo “L-BFGS-B”
[21], que permite informar os limites inferior e superior de busca no espaço
paramétrico. Este algoritmo está implementado na função optim() do soft-
ware [19].

A função de log-verossimilhança concentrada tem como argumento θ∗ que
são os parâmetros que indexam a matriz de variância/covariância do modelo.
Este passo de otimização é computacionalmente caro, uma vez que envolve
a inversão de uma matriz densa (Σ). Para tornar mais rápido e estável
o processo de otimização através do algoritmo “L-BFGS-B”, foi obtido o
gradiente anaĺıtico da função de log-verossimilhança concentrada, que é dada
por:

l∗(θ∗;Y ) = −n
2

ln(2π)− 1

2
ln |Σ| − 1

2
ê>Σ−1ê

onde o termo ê = (Y −Dµ̂).
As funções escores são dadas por
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∂l∗(θ∗;Y )

∂θ∗i
= −1

2
Tr

[
Σ−1 ∂Σ

∂θ∗i

]
− 1

2
ê>
[
−Σ−1 ∂Σ

∂θ∗i
Σ−1

]
ê, i = 1, . . . , 6.

onde as matrizes
∂Σ

∂θ∗i
representa a matriz obtida por derivar cada elemento

da matriz Σ em relação ao respectivo parâmetro.
O uso do gradiente anaĺıtico tornou o passo de otimização mais rápido

(aproximadamente metade do tempo computacional do algoritmo completa-
mente numérico) e estável computacionalmente. Para obter µ̂ basta substi-
tuir as estimativas pontuais de θ∗ na equação 3.

Para a construção de intervalos de confiança assintóticos (Wald) para θ∗

é utilizada a matriz Hessiana obtida numéricamente no passo de otimização.
A obtenção das variâncias para µ̂ é obtida fazendo a segunda derivada da
log-verossimilhança em relação aos parâmetros µ e é dada por:

IF (µ) = D>Σ−1D

de onde vem,
V [µ̂] = IF (µ)−1 = (D>Σ−1D)−1.

A construção de intervalos de confiança baseados em resultados assintóti-
cos para estimativas de variância/correlação precisa ser feita com cuidado.
É conhecido que tais estimadores tendem a apresentar um comportamento
bastante assimétrico, principalmente perto da borda do espaço paramétrico,
o que pode ocasionar até mesmo uma estimativa intervalar fora do espaço
paramétrico, tornando o intervalo irreal. Além disso, o ńıvel nominal de
cobertura também pode ser substancialmente afetado, pela assimetria t́ıpica
deste tipo de parâmetros. Isto será mais discutido no estudo de simulação e
no exemplo de aplicação.

Uma forma alternativa é a construção de intervalos de confiança basea-
dos em perfil de verossimilhança, esta abordagem será utilizada no exemplo
com dados reais. A construção de intervalos por esta metodologia é com-
putacionalmente cara e exige cuidados em sua implementação, mais detalhes
podem ser encontrados em [22].

Um algoritmo alternativo fazendo uso de uma reparametrização deste
modelo é apresentado no Apêndice A. Com a reparametrização proposta a
otimização numérica é feita em cinco dimensões e não em seis como apresen-
tada nesta seção. A prinćıpio seria um algoritmo melhor, porém estudos de
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simulação não reportados aqui mostraram uma alta instabilidade numérica,
por isso escolhemos o algoritmo acima que apesar de mais caro computa-
cionalmente, mostrou-se muito estável no estudo de simulação.

4. Predição espacial no modelo geoestat́ıstico composicional

A predição espacial no contexto multivariado, cokrigagem, é uma exten-
são da teoria de krigagem para o caso univariado. Considera-se a predição
espacial de Y

¯ 0(x
¯
) em localizações não amostradas x

¯0 = (x
¯10, x¯20, ..., x¯n20). O

vetor de médias correspondentes às variáveis Y1 e Y2 para todas as localiza-
ções de predição, e a matriz de covariância são baseadas nos resultados da
distribuição gaussiana multivariada, conforme [9]:

µ
¯Y

¯0|Y¯
= µ

¯Y
¯0

+ ΣY
¯0Y

¯
Σ−1

Y
¯

Y
¯
(Y
¯
− µ

¯Y
¯

) e ΣY
¯0|Y¯

= ΣY
¯0Y

¯0
− ΣY

¯0Y
¯
Σ−1

Y
¯

Y
¯
ΣY

¯
Y
¯0
.

Sendo desconhecidos os valores de µ
¯Y

¯0
, estes são substitúıdos pelo vetor

de estimativas de verossimilhança. A matriz Σ, de onde se extrai as matrizes
ΣY

¯0Y
¯0

, ΣY
¯0Y

¯
, ΣY

¯
Y
¯0

e ΣY
¯

Y
¯
, é calculada substituindo-se os valores estimados,

resultantes do processo de otimização.
Como o que se pretende é calcular para cada localização uma estimativa

de µ
X

e ΣX , integrais definidas no espaço amostral simplex com X = agl(Y ),

utiliza-se o método do Jacobiano [23] de modo que

f(X) = (2π)−
B−1
2

(
B∏
i=1

Xi

)−1

exp
− 1

2
(alr(X)−µ

Y
)>Σ−1(alr(X)−µ

Y
)
.

[12] e [15] propõem uma transformação de variável de modo a expressar as
integrais no espaço real e seus valores são aproximados através da integração
de Gauss-Hermite multivariada de ordem k

∫
RB−1

g(Z
¯
)f(−Z

¯
′Z
¯
)dZ

¯
≈

k∑
i1=1

k∑
i2=1

· · ·
k∑

iB−1=1

ωi1ωi2 · · ·ωiB−1
g(Zi1 ,Zi2 , ...,ZiB−1

),

em que os pesos ωi1ωi2 · · ·ωiB−1
e as abscissas Zi1 ,Zi2 , ...,ZiB−1

são conhecidos
e seus valores podem ser encontrados, por exemplo, em [24]. Segundo [25]
ordens de quadratura de 6 a 8 são suficientes para aproximar a integral.
Maiores detalhes encontram-se em [20].
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Uma outra forma de transformar os valores preditos no espaço real para
o espaço simplex é por simulação, onde para cada localização geram-se dados
de uma distribuição normal gaussiana multivariada com vetor de médias e
matriz de covariância obtidos por cokrigagem, aplica-se a transformação AGL
nesses dados, ou seja, ao vetor de valores esperados (das variáveis resposta
do modelo) e calculam-se a média ou qualquer outra estat́ıstica de interesse
para cada componente.

5. Resultados

Nesta seção serão apresentados a análise completa de um conjunto de
dados reais, referente a frações granulométricas do solo. Na sequência será
apresentado um estudo de simulação, para avaliar o viés dos estimadores e o
ńıvel de cobertura dos intervalos de Wald.

5.1. Aplication - Predição espacial de frações granulométricas de solo

Como exemplo de aplicação será analisado um conjunto de dados obtido
do trabalho de [26]. O experimento foi conduzido em uma área irrigada por
sistema pivô-central na Fazenda Areão, pertencente ao campus da Escola
Superior de Agricultura - Luiz de Queiroz (ESALQ-USP). Nesta área foi
demarcado um quadrante na porção mais elevada (topo da encosta), no qual
foram obtidas 82 amostras de solo na profundidade entre 0 e 0.20 metros, em
uma malha regular quadrada de amostragem, de lado igual a 20 metros. Em
cada amostra foram medidos os valores das frações granulométricas de areia,
silte e argila.

AQUI TEM QUE COLOCAR ALGUMA COISA SOBRE A IMPOR-
TANCIA DA APLICACAO.

Dentro da área a coordenada mı́nima foi igual a (0, 0) e máxima igual
a (180, 180) metros. A Figura 1 apresenta uma análise exploratória para as
frações granulométricas de solo.

Pode-se observar pela Figura 1 que argila apresentou maior variabilidade
e também os maiores valores, por outro lado, o silte apresenta os menores
valores e a menor variabilidade. Como argila determina a retenção de água
no solo, pela sua alta superf́ıcie de penetração, ela foi escolhida como denom-
inador das log razões.

Fazendo a transformação ALR nos dados originais obteve-se as variáveis
Y1 = ln(Areia/Argila) e Y2 = ln(Silte/Argila), variáveis resposta do modelo.
Uma vez definida as variáveis resposta, a estrutura espacial do modelo é
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Figura 1: Distribuição dos percentuais de areia, silte e argila e diagrama ternário das
composições.

determinada pelas coordenadas X e Y , através da distância euclidiana entre
as observações.

Para a estimação dos parâmetros envolvidos no modelo geoestat́ıstico
composicional, utilizou-se o procedimento descrito na Seção 3, todas as funções
para a estimação foram escritas em R, foi utilizado o pacote [22] para facilitar
a construção de intervalos de confiança Wald e perfilhado. Este pacote tam-
bém facilita a construção de testes de razão de verossimilhança e a obtenção
de medidas de ajuste como AIC e BIC.

Como a verossimilhança concentrada será otimizada numéricamente é
necessário um guia inicial para o algoritmo de maximização (L-BFGS-B).
Diversas tentativas foram avaliadas, recomenda-se usar para σ1 e τ1 a metade
da variância amostral de Y 1. Para σ2 e τ2 a metade da variância amostral de
Y 2, para o parâmetro φ recomenda-se usar mind+ 0.2∗ (maxd−mind), onde
mind e maxd representam a menor e maior distância respectivamente entre
dois pontos amostrais. Por fim, para ρ foi utilizado o coeficiente de corre-
lação amostral de Pearson entre as variáveis Y 1 e Y 2. A Tabela 1 apresenta
o resultado do processo de estimação.

Pelos resultados apresentados na Tabela 1, verifica-se que a log-verossimilhança
teve um grande aumento como esperado a partir do guia inicial, passou de
−2746 para 5.01, além disso, o critério de parada do algoritmo numérico foi
aceito, concluindo assim que o processo de maximização teve sucesso.

Analisando apenas as estimativas pontuais verifica-se que a variável Y 1

apresenta uma variabilidade maior que a variável Y 2, principalmente em
σ1. Com relação ao parâmetro φ sua estimativa pontual indica uma forte
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Inicial Pontual Std. Error 2.5% 97.5%.
µ1 -0.7864 0.2561 -1.2883 -0.2845
µ2 -0.7943 0.0694 -0.9304 -0.6583
σ1 0.0958 0.4705 0.1827 0.1125 0.8285
σ2 0.0381 0.1168 0.0690 -0.0185 0.2520
τ1 0.0958 0.2838 0.0491 0.1875 0.3800
τ2 0.0381 0.2619 0.0220 0.2187 0.3050
φ 66.9117 81.4365 80.4219 -76.1875 239.0606
ρ 0.8231 0.9589 0.0559 0.8492 1.0685
ll -2746.2903 5.0194

Tabela 1: Guia inicial, estimativas pontuais, erros padrões e intervalos de confiança de
Wald.

dependência espacial. A estimativa do parâmetro ρ mostra que as variáveis
transformadas são altamente correlacionadas, como era esperado devido a
estrutura das composições.

Olhando para os erros padrões estimados, novamente verificamos que to-
das as estimativas relacionadas a variável Y 1 apresentam maior variabilidade.
Destaca-se a magnitude do erro padrão da estimativa de φ mostrando uma
incerteza muito grande na estimativa deste parâmetro.

Apesar do procedimento de estimação ter tido sucesso em encontrar o
máximo da função, quando constrõem-se intervalos de confiança baseados
na aproximação quadrática da verossimilhança (Wald), obtem-se intervalos
irreais. Nesta aplicação dos seis parâmetros estimados envolvidos na matriz
de variância/covariância, três apresentam intervalos irreais, tomando valores
fora do espaço paramétrico. No caso do parâmrtro ρ este fato pode ser par-
cialmente explicado por se tratar de um parâmetro limitado, cuja estimativa
está muito próxima da borda do espaço paramétrico, onde os resultados ass-
intóticos o EMV precisam de uma tamanho de amostra muito grande para
serem adequados. O mesmo argumento pode ser usado para a estimativa de
σ2 que ficou próxima do zero, levando a um intervalo de confiança com limite
inferior negativo, o que é claramente inadequado.

Esse mau desempenho dos intervalos de confiança de Wald, são espera-
dos para parâmetros de variância e correlação, uma vez que a superf́ıcie de
verossimilhança é bastante assimétrica na direção destes parâmetros. Nesta
aplicação o agravante do tamanho da amostra reduzido amplifica este mau
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desempenho.
Apesar do intervalo de confiança para a estimativa de ρ levar a um resul-

tado inconsistente ele não muda de forma drástica a interpretação do modelo,
ou seja, a correlação entre as variáveis é um resultado bastante aparente. O
mesmo já não se aplica para o parâmetro σ2, uma vez que este representa a
variabilidade devida ao efeito espacial para a variável Y 2, um valor 0 para
este parâmetro indicaria ausência de efeito espacial, sendo a variabilidade de-
vida exclusivamente ao rúıdo τ2 e a correlação espúria ρ entre as composições.
Tem-se neste caso uma situação inconclusiva.

Além dos problemas relacionados acima, a situação mais grave na con-
strução dos intervalos de confiança é no caso da estimativa do parâmetro φ,
que tem uma interpretação chave para o modelo espacial, uma vez que é ele
que mede o tamanho desta dependência. Apesar da sua estimativa pontual
ser alta, o seu IC cobre o valor zero, o seu erro padrão é muito grande, o
coeficiente de variação é de 98.75%. Da mesma forma que para σ2 a análise
se torna inconclusiva. Pelos resultados apresentados na Tabela 1 não tem-se
evidências significativas da existência de dependência espacial. Porém, este
resultado está condicionado a este tipo de construção de intervalo de con-
fiança, e como estamos tratando de parâmetros de variância e correlação,
devemos desconfiar destes resultados e buscar formas mais eficientes para a
construção dos intervalos de confiança.

O problema com os intervalos de Wald em geral é a suposição de simetria,
o que na maioria das situações é inadequada para parâmetros de variância e
correlação. Uma forma de relaxar esta suposição é a construção de intervalos
baseados em perfil de verossimilhança [22]. Esta abordagem é cara computa-
cionalmente, uma vez que envolve muitos passos de otimização. Apesar disso,
exploramos a construção deste tipo de intervalo nesta aplicação, já que, os
intervalos assintóticos não foram satisfatórios. A Figura 2, apresenta o perfil
de verossimilhança, para cada um dos seis parâmetros de indexam a matriz
Σ do modelo geoestat́ıstico composicional.

Pelos gráficos apresentados na Figura 2 é clara a forte assimetria a direita
do perfil de verossimilhança dos parâmetros σ1, σ2 e φ. Para os parâmet-
ros τ1 e τ2 o perfil mostra um comportamento muito próximo de uma forma
quadrática, o que indica que para estes parâmetros a aproximação quadrática
é uma boa alternativa. Para o parâmetro ρ, o intervalo toca a borda do es-
paço paramétrico no lado direito, mas não causa nenhum grave problema na
estimação, só é necessário ter cuidado com o ńıvel de confiança que deve ser
menor que o nominal, pois o intervalo foi truncado. Estes resultados corrobo-
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Figura 2: Perfil de verossimilhança para os parâmetros da matriz de variância/covariância
do modelo geoestat́ıstico composicional.

ram o que foi encontrado na construção dos intervalos de confiança de Wald,
que principalmente para o bloco de parâmetros que indexa o efeito espacial
a aproximação quadrática é ruim. Além disso, os perfis de verossimilhança
são uma forma mais elegante e coerente de representar a incerteza associada
a estimação dos parâmetros envolvidos no modelo proposto.

Para finalizar o processo de estimação a Tabela 2 apresenta os interva-
los de confiança obtidos via aproximação quadrática (Wald) e via perfil de
verossimilhança, para os parâmetros que indexam a matriz Σ, o ńıvel de
confiança adotado é de 95%.

Os resultados apresentados na Tabela 2 quantifica os encontrados da
Figura 2, o intervalo de perfil para σ1, σ2 e φ é extremamente assimétrico e
mais amplo que os obtidos por Wald, principalmente à direita. Para τ1 e τ2

as duas abordagens geram resultados próximos. No caso do ρ as duas abor-
dagens levam a borda direita do espaço paramétrico, para o limite inferior
trazem resultados parecidos. Baseados neste intervalo pode-se concluir que
existe uma forte dependência espacial e esta é significativamente diferente
de zero, preenchendo o vazio deixado pela abordagem anterior, o mesmo se
aplica ao parâmetro σ2.

Terminado o procedimento de estimação dos parâmetros e este tendo
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2.5 % 97.5 % 2.5 % 97.5 %
σ1 0.1125 0.8285 0.2647 2.6599
σ2 -0.0185 0.2520 0.0057 0.4272
τ1 0.1875 0.3800 0.1815 0.3727
τ2 0.2187 0.3050 0.2215 0.3103
φ -76.1875 239.0606 24.3202 3207.7026
ρ 0.8492 1.0685 0.8588

Tabela 2: Comparação entre os intervalos de confiança obtidos via aproximação quadrática
e perfil de verossimilhança.

êxito, o próximo passo é a predição espacial das frações granulométricas do
solo. Para isto, seguimos os procedimentos da Seção 4. A Figura 3 apresenta
os mapas de predição espacial das frações granulométricas do solo. Para a
construção da superf́ıcie foi criado uma malha com 2601 pontos dentro da área
em estudo, no algoritmo baseado em simulação foi utilizada 500 simulações
para cada ponto da malha. Para a quadratura de Gauss-Hermite foram
utilizados 7 pontos de integração. Os mapas são apresentados em termos de
médias, porém cabe ressaltar que pelo procedimento baseado em simulação,
qualquer outro funcional poderia ser obtido de forma imediata.
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Figura 3: Mapas das predições das percentagens de areia, silte e argila obtidas por
quadratura de Gauss-Hermite e por simulação.

Diante do resultados da Figura 3, pode-se observar que as duas aborda-
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gens trazem resultados muito similares, sendo que, o algoritmo baseado em
simulação é uma versão mais ruidosa do procedimento via quadratura. O
custo computacional da abordagem baseada em simulação é muito grande,
já que, necessita simular amostras a cada passo de uma distribuição Normal
multivariada em um gride fino. A abordagem via quadratura é mais rápida
computacionalmente, porém não permite a avaliação de outros funcionais,
como medianas, quantis ou qualquer outra função.

Os mapas mostram que os componentes areia e argila se complementam
na área de estudo enquanto areia e silte são concorrentes. De acordo com
os mapas apresentados e a concordância entre os dois métodos, é posśıvel
concluir que o procedimento de predição espacial de dados composicionais,
teve sucesso. Foram gerados mapas coerentes com a realidade respeitando as
restrições do tipo de dados analisados, trazendo resultados satisfatórios.

5.2. Estudo de simulação

Para avaliar o comportamento das estimativas de máxima verossimilhança
com relação ao viés e ńıvel de cobertura dos intervalos de Wald, foi realizado
um estudo de simulação. Foram considerados dois tamanhos de amostra
(n = 100 e n = 225), em um quadrado unitário com pontos regularmente
espaçados. Três configurações de parâmetros foram consideradas:

� Configuração 1 - θ1 = (−0.2,−0.5, 1, 1.5, 0.3, 0.3, 0.25, 0.9);

� Configuração 2 - θ2 = (1, 1, 1.2, 1.5, 0.9, 1, 0.25, 0.5);

� Configuração 3 - θ3 = (−0.5,−1, 0.45, 0.13, 0.3, 0.5, 0.1, 0).

Estas configurações foram selecionadas para serem reportadas no artigo
pois geram comportamentos bastante distintos no diagrama ternário, per-
mitindo a avaliação do procedimento de inferência em situações diferentes. A
Figura 4 apresenta o diagrama ternário para uma realização do modelo geoes-
tat́ıstico composicional, de acordo com cada um dos conjuntos de parâmetros
considerados no estudo.

Para cada configuração e tamanho de amostra foram gerados 1000 difer-
entes realizações do processo e conduzida a estimação pela maximização da
função de log-verossimilhança. Os intervalos de confiança foram obtidos pela
inversão do Hessiano numérico e são de 95% de confiança. Optou-se por ap-
resentar os resultados apenas para os parâmetros de variância e correlação,
uma vez que para os parâmetros de média os resultados (não reportados)
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Figura 4: Diagrama ternário das composições de acordo com o conjunto de parâmetros
geradores do processo.

Configuration 1 Configuration 2 Configuration 3
n = 100 n = 225 n = 100 n = 225 n = 100 n = 225

Par BS LC BS LC BS LC BS LC BS LC BS LC
σ1 -.067 .909 -.050 .853 -.035 .966 -.059 0.912 -.048 .814 .009 .894
σ2 -.101 .901 -.077 .834 -.046 .974 -.072 0.916 -.005 .962 .005 .957
τ1 .004 .881 -.026 .878 -.120 .964 -.051 0.966 -.039 .788 -.062 .945
τ2 -.004 .891 -.042 .897 -.179 .960 -.073 0.980 -.021 .956 -.007 .958
φ -.001 .868 -.019 .776 -.029 .732 -.037 0.718 .039 .902 -.004 .807
ρ -.021 .868 .004 .931 -.400 .926 -.108 0.978 -.109 .924 -.134 .973

Tabela 3: Viés (BS) e ńıvel de cobertura (LC) de acordo com tamanho de amostra e
combinações de parâmetros.

mostram um comportamento dentro do esperado. A Tabela 3 apresenta um
resumo dos resultados obtidos pela simulação. São reportados o viés dos es-
timadores e o ńıvel de cobertura dos intevalos de confiança, de acordo com o
tamanho da amostra e configuração de parâmetros geradores do processo.

Conforme os resultados apresentados na Tabela 3 observa-se que inde-
pendente da configuração de parâmetros e do tamanho da amostra os EMV
tendem a subestimar os parâmetros. Com relação ao ńıvel de cobertura dos
intervalos de confiança de Wald, verifica-se que de forma geral estes tendem
a apresentar ńıvel de cobertura abaixo do nominal que é 95%.

Dado a estrutura do modelo pode-se dividir os parâmetros em dois blocos,
o primeiro referente ao efeito espacial (σ1, σ2, φ) e o segundo referente ao erro
de medida e correlação espúria induzida pelas composições (τ1, τ2, ρ).
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Para o primeiro bloco verifica-se que não há uma diferença evidente em
termos de viés com relação as configurações de parâmetros e tamanhos de
amostra. As estimativas para φ são as que apresentam o maior viés, destaca-
se o alto viés para o parâmetro φ na configuração 3 com n = 100, o viés
relativo foi de 39.8%, quando o tamanho da amostra aumentou para n = 225
o viés relativo teve uma queda significativa ficando em 4.1%. Este resultado
mostra que este parâmetro é de dif́ıcil estimação e consequentemente precisa
de mais amostras para ser estimado eficientemente.

Com relação ao ńıvel de cobertura dos intervalos de confiança, os resul-
tados mostram que quando o n = 225 o ńıvel de cobertura tende a diminuir,
isto fica mais aparente para o parâmetro φ nas configurações 1 e 3, onde
o ńıvel de cobertura teve uma queda de aproximadamente 10% quando a
amostra aumentou de n = 100 para n = 225, para os parâmetros σ1 e σ2 isto
também acontece, porém, com menor intensidade. Este resultado não é es-
perado, uma vez que o ńıvel de cobertura não deve depender do tamanho da
amostra, este fato pode indicar que quando o tamanho da amostra aumenta
existe uma falsa impressão de maior confiança nos dados refletida no tamanho
da variância dos estimadores, fazendo o intervalo ficar mais estreito do que
deveria, provavelmente devido a uma forte assimetria da verossimilhança na
direção destes parâmetros.

Para o segundo bloco verifica-se que na configuração 2 o viés para os
três parâmetros tende a ser bastante alto. O viés relativo para o parâmetro
ρ com n = 100 é de −80.16% passando para −21.6% com o aumento da
amostra para n = 225, mostrando que este parâmetro tende a ser fortemente
subestimado nesta configuração, com maior intensidade se o tamanho da
amostra for pequeno. Cabe ressaltar que esta configuração é a que apresenta
maior erro de medida, os parâmetros τ1 e τ2 apresentam valores próximos as
variâncias do efeito espacial, além de serem valores elevados, isto com certeza
afeta o viés dos EMV. Porém este forte rúıdo faz com que as variâncias
estimadas sejam grandes, o que reflete em intervalos de confiança com ńıvel
de cobertura maiores que o nominal. Nas demais configurações verifica-se
que o padrão de subestimação continua porém com menor intensidade. O
ńıvel de cobertura ficou em torno de 90% para a configuração 1 e próximo do
nominal na configuração 3 com excessão do parâmetro τ1 para n = 100 onde
a cobertura foi de apenas 78.80%.

Dado os resultados da simulação considera-se o procedimento de esti-
mação por máxima verossimilhança, de acordo com o algoritmo proposto
bastante satisfatório. Dada a alta complexidade do modelo, esperava-se um
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desempenho pior principalmente no que diz respeito a cobertura dos inter-
valos assintóticos. Os resultados indicam que o intervalos de confiança para
o parâmetro φ devem ser avaliados com bastante cuidado, uma vez que de-
vem ter menor amplitude que o ńıvel nominal do intervalo preconiza. Além
disso, estimativas para o parâmetro ρ tendem a ser fortemente subestimadas,
principalmente quando o tamanho da amostra é reduzido.

6. Discussão

Este artigo apresentou um modelo geoestat́ıstico para dados composi-
cionais. A análise deste tipo bastante particular de dados, tem recebido
pouca atenção por parte da comunidade estat́ıstica em geral, principalmente
quando as composições são observados em diversas localizações espaciais, e o
fenômeno em estudo é espacialmente cont́ınuo. A modelagem de dados com-
posicionais com dependência seja, espacial e/ou temporal é um desafio para
os recursos computacionais atuais. A abordagem mais comum que é transfor-
mar os dados para o espaço dos < para análise, induz uma distribuição Nor-
mal multivariada de grande dimensão, cuja matriz de variância/covariância
é densa, que precisa ser fatorada uma grande quantidade de vezes dentro
de algoritmos de otimização numérica, isto aumenta drásticamente o custo
computacional envolvido na análise.

O modelo apresentado trata do caso onde as composições são de três ele-
mentos, porém generalizações deste modelo podem ser facilmente propostas.
Isso no entanto não significa que a estimação e predição espacial seja trivial
em modelos com mais composições. Pela estrutura proposta, a matriz de
variância/covariância tem dimensão igual ao número de observações multi-
plicada pelo tamanho do vetor das composições menos um. Isto faz com que
esta matriz tenha facilmente grande dimensão o que a torna computacional-
mente restritiva. Este é um problema comum em geoestat́ıstica comumente
denominado de problema do grande n. Porém, na situação composicional o
problema atinge o limite computacional muito mais rapidamente devido a
estrutura multivariada.

Diversas abordagens para tratar deste problema têm sido apresentadas,
sem alongar muito neste assunto a abordagem proposta por [27] que apresenta
uma expĺıcita ligação entre campos aleatórios Gaussianos e campos aleatórios
Gaussianos Markovianos que são de fácil tratamento computacional, parece
ser a abordagem mais promissora. A extensão desta metodologia para casos
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multivariados como do modelo apresentado aqui, é ainda de dificil avaliação
e pesquisas nesta direção devem ser consideradas.

Apesar destas restrições para problemas de tamanho moderado o modelo,
junto com o processo de estimação e predição espacial apresentados indica
um avanço para a análise de dados composicionais com estrutura espacial.
Foi apresentado um algoritmo completo que permite a obtenção de mapas das
composições respeitando as restrições do espaço paramétrico induzidas pelas
composições. Além disso, os parâmetros do modelo trazem interpretações
quanto a variabilidade decorrente do efeito espacial e do erro de medida,
mensuram a correlação espúria e também a força da dependência espacial.

As dificuldades no procedimento de inferência em modelos espacialmente
cont́ınuos são comuns e agravados em estruturas multivariadas. A subesti-
mação dos parâmetros de variância pelo método de máxima verossimilhança
era esperado, e tende a diminuir quando o tamanho da amostra aumenta.
A construção de intervalos de Wald, apesar de apresentar bons resultados
no estudo de simulação, levou a construção de intervalos irreais no exemplo
de aplicação. A obtenção de intervalos baseados em perfil de verossimil-
hança é um procedimento computacionalmente caro, o que dificulta a sua
implementação em rotinas padrões em softwares estat́ısticos, para aplicação
rotineira do modelo proposto. Avanços em computação pararela, devem acel-
erar muito a construção deste tipo de intervalo, uma vez que sua programação
pode facilmente ser paralelizada.

Com relação ao algoritmo numérico utilizado na maximização da log-
verossimilhança concentrada, a obtenção do gradiente anaĺıtico fazendo uso
de técnicas de derivação matricial foi de suma importância para o sucesso da
estimação. Uma extensão natural seria obter a matriz de derivadas segundas
também anaĺıticamente e fazer a otimização via o algoritmo de Newton-
Raphson, esta abordagem foi avaliada, porém o tempo computacional para
avaliar a matriz Hessiana é elevado uma vez que sua forma exige muitas
operações matriciais.

Como perspectivas futuras de desenvolvimento, pretende-se a implemen-
tação deste modelo em um pacote R para a análise de dados composicionais
espaciais. Além disso, a exploração de um modelo com distribuição Normal
assimetrica também deve ser proposto e implementado.
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Apêndice A. Algoritmo alternativo para estimação por máxima
verossimilhança

O vetor de parâmetros do modelo é θ
¯

= (µ1, µ2, σ1, σ2, τ1, τ2, φ, ρ)′ e sua
função de verossimilhança é obtida a partir da função de densidade da dis-
tribuição normal multivariada:

L(θ
¯
; Y

¯
) = (2π)−n/2|Σ|−1/2exp{−(1/2)(Y

¯
− µ

¯Y
¯

)>Σ−1(Y
¯
− µ

¯Y
¯

)},

em que o termo µ
¯Y

¯

é função dos parâmetros µ1 e µ2 e os demais parâmetros

(σ1, σ2, τ1, τ2, φ, ρ) definem os termos em Σ.
Fazendo a reparametrização: η = σ2/σ1; ν1 = τ1/σ1; ν2 = τ2/σ1, pode-se

escrever
Σ = σ2

1R + τ 2
1 Ib = σ2

1V,

em que R contém as correlações espaciais e Ib contém as correlações com-
posicionais. A função de log-verossimilhança reparametrizada é dada por

l(θ
¯
; Y

¯
) = (−1/2)(n ln(2π) + 2n ln(σ1) + ln(|V|) +Qe/σ2

1). (A.1)

Considerando µ
¯Y

¯

= Dµ
¯
, em que D é a matriz do delineamento de ordem

n× 2, tem-se que Qe = (Y
¯
− µ

¯Y
¯

)′V−1(Y
¯
− µ

¯Y
¯

) pode ser reescrita como

Qe = Y
¯
′V−1Y

¯
− 2(Y

¯
′V−1D)µ

¯
+ µ

¯

′(D′V−1D)µ
¯
.

Os estimadores de máxima verossimilhança de µ
¯

= (µ1, µ2)′ e σ1 obtidos
diferenciando a função (A.1) em relação aos respectivos parâmetros são dados
por

µ̂
¯

= (D′V−1D)−1(D′V−1Y
¯

) e σ̂1 =

√
Q̂e/n. (A.2)

Nota-se que Q̂e pode ser escrita como

Q̂e = Y
¯
′V−1Y

¯
− (Y

¯
′V−1D)(D′V−1D)−1(D′V−1Y

¯
).

Ao substituir as expressões (A.2) em (A.1) obtém-se a função de log-verossimilhança
concentrada

l(θ
¯
∗; Y

¯
) = (−1/2)

[
ln(|V|) + n

(
ln(2π) + ln(Q̂e)− ln(n) + 1

)]
,
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que é uma função do vetor de parâmetros desconhecidos θ
¯
∗ = (η, ν1, ν2, φ, ρ)′,

e pode ser maximizada numericamente.
O algoritmo de otimização empregados no processo de maximização foi

“L-BFGS-B”.
Do processo de maximização obtém-se θ̂

¯

∗
= (η̂, ν̂1, ν̂2, φ̂, ρ̂)′ e as respecti-

vas variâncias através da matriz Hessiana numérica dada pela derivada se-
gunda do logaritmo da função de verossimilhança em relação aos parâmetros
em θ

¯
∗. A matriz Informação de Fisher observada é definida como o negativo

da matriz Hessiana e é dada por

IF (θ̂
¯

∗
) = − ∂2l(θ̂

¯

∗
)

∂θ̂
¯

∗
∂(θ̂

¯

∗
)′

Para se obter µ̂1, µ̂2, e σ̂1, basta substituir θ̂
¯

∗
nas Equações (A.2).

Como o interesse está na obtenção de θ̂
¯

= (µ̂1, µ̂2, σ̂1, σ̂2, τ̂1, τ̂2, φ̂, ρ̂)′ e suas
respectivas variâncias, o método Delta é aplicado para obter uma aproxi-
mação da distribuição de θ̂

¯
. Maiores detalhes podem ser encontrados em

[23]. Assintoticamente, a distribuição de θ̂
¯

será aproximadamente multivari-

ada gaussiana com vetor de médias θ̂
¯

= g(θ̂
¯

∗
) e variância

Var(θ̂
¯
) ≥ ∇g(θ̂

¯

∗
)′ IFe(θ̂

¯

∗
)−1 ∇g(θ̂

¯

∗
),

em que IFe é a matriz Informação de Fisher esperada e

∇g(θ̂
¯

∗
) =

(
∂g(θ̂

¯

∗
)

∂η
,
∂g(θ̂

¯

∗
)

∂ν1

,
∂g(θ̂

¯

∗
)

∂ν2

,
∂g(θ̂

¯

∗
)

∂φ
,
∂g(θ̂

¯

∗
)

∂ρ

)′

é a função escore U(θ̂
¯

∗
). Assim, a matriz Informação de Fisher esperada para

θ̂
¯

∗
, baseada nos dados Y

¯
, é substitúıda pela matriz IF (θ̂

¯

∗
) que é assintotica-

mente equivalente, de modo que

Var(θ̂
¯
) ≥ ∇g(θ̂

¯

∗
)′ IF (θ̂

¯

∗
)−1 ∇g(θ̂

¯

∗
).

Para encontrar as variâncias para µ̂
¯

e σ̂1, através da função (A.1), obtém-
se

IF (µ
¯
) = −∂

2l(θ
¯
)

∂µ
¯

2
=

1

σ2
1

(D′V−1D)′ e IF (σ1) = −∂
2l(θ

¯
)

∂σ2
1

= − n

σ1

+
3Qe

σ3
1

,
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de onde vem

Var(µ̂
¯
) = IF (µ̂

¯
)−1 = σ̂2

1(D′V̂
−1

D)−1,

Var(σ̂1) = IF (σ̂1)−1 =
σ̂3

1

3Q̂e− nσ̂1

.

Apêndice B. Implementação computacional

Neste apêndice apresentamos os principais passos para a análise geoes-
tat́ıstica de dados composicionais, de acordo com a metodologia proposta no
artigo. Todas as rotinas foram desenvolvidas na linguagem R e encontram-se
dispońıveis para uso público. Este apêndice foi escrito para ser auto suficiente
no sentido de descrever uma análise completa.

Devido a complexidade do modelo, foram necessários alguns pacotes adi-
cionais que são carregados no código abaixo.

> options(width = 65)

> require(bbmle)

> require(statmod)

> require(compositions)

> require(geoR)

> require(mvtnorm)

> require(bbmle)

O próximo passo é carregar o conjunto de dados, a fim de facilitar disponi-
bilizamos o conjunto de dados utilizado no artigo em formato .RData. E um
arquivo com todas as funções desenvolvidas para a análise.

> load("dados.RData")

> source("functions.R")

Como em todos os modelos espaciais, é necessário montar a estrutura que
vai representar a dependência espacial através da matriz de distâncias.

> gride <- dados[[3]]

> Y = c(dados[[1]][, 1], dados[[1]][, 2])

> U <- dist(gride, diag = TRUE, upper = TRUE)

Para iniciar o processo de otimização precisamos de um guia inicial,
seguindo a proposta do paper obtemos,
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> ini <- inicial(dados[[1]], U)

O processo de otimização da função de log-verossimilhança, usando o
escore obtido analiticamente e o algoritmo L−BFGS −B,

> modelo <- mle2(log.Vero, start = list(s1 = ini[1],

+ s2 = ini[2], t1 = ini[3], t2 = ini[4], phi = ini[5],

+ rho = ini[6]), method = "L-BFGS-B", control = list(factr = 1000),

+ gr = escore, lower = list(s1 = 1e-10, s2 = 1e-10,

+ t1 = 1e-05, t2 = 1e-05, phi = 1e-10, rho = -0.9999),

+ upper = list(s1 = Inf, s2 = Inf, t1 = Inf, t2 = Inf,

+ phi = Inf, rho = 0.9999), data = list(Y = Y,

+ U = U))

Como estamos trabalhando com a log-verossimilhança concentrada pre-
cisamos obter as estimativas pontuais para µ,

> medias <- estima.mu(modelo, U = U)

Feita a estimação dos parâmetros, seguimos para a predição espacial.
Começamos criando a borda da área e um gride de predição.

> bor <- cbind(c(0, seq(0, 200, l = 100), 0), c(0,

+ sqrt(200^2 - seq(0, 200, l = 100)^2), 0))

> gr <- pred_grid(bor, by = 100)

O procedimento de cokrigagem, na escala transformada

> esti.par <- c(medias[, 1], coef(modelo))

> md.cov.ck <- cokrigagem(esti.par, loc = gr, dados.comp = dados)

A volta da cokrigagem para o espaço simplex por quadratura de Gauss-
Hermite.

> preditos.gh <- volta.quad(md.cov.ck, n.pontos = 7,

+ Variancia = FALSE)

E por fim, a volta da cokrigagem por simulação.

> preditos.simu <- volta.cokri(md.cov.ck, num.simu = 500,

+ retorna.tudo = FALSE, int.conf = 0.95)
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