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0.1 Inferência bayesiana aproximada em modelos gaussianos
latentes

Para ilustrar as principais idéias da abordagem INLA para inferência bayesiana aproximada

em modelos gaussianos latentes, considere o seguinte modelo. Sejayi o número de casos de

uma doença em umáareai para um determinado perı́odo de tempo. Assuma que as contagens

yi são observaç̃oes condicionalmente independentes com distribuição Poisson, ou seja,

yi ∼ P(exp(ηi))

ondeηi denota o log-risco relativo para aáreai. Podemos assumir que o log-risco relativo seja

decomposto como

η = µ1+u+ v (1)

ondeµ é o intercepto,u é um componente espacialmente estruturado, ev é um componente não

estruturado.

Para priori temos as seguintes suposições

1. µ ∼ N(0,τµ) em geralτµ = 0

2. v ∼ N(0,τvKv) ondeKv = I

3. u ∼ N(0,τuKu) ondeKu = ni parai = j, −1 parai ∼ j e 0 caso contrário.

Neste casos temos queθ = (τu,τv)
T denotam os parâmetros de precisão do modelo. A

posteriorié dada por
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Paraπ(θ) escolhemos priori’sG(1,0.01) independentes. Note quex = (µ,uT ,vT )T ) condi-

cionado emθ é um CAMG. Aĺem disso, verifica-se queyi depende da soma dos três compo-

nentes dex, devido a 1. Fazendo uma reparametrização para usarη ao inv́es dev temos

η |u,θ ,µ ∼ N(µ1+u,τvI)
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Com essa reparametrizaçãox = (µ,uT ,ηT )T ) e a posteriori pode ser escrita como

π(x,θ |y) ∝ τ
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onde

Q =




τmu+nτv τv1T −τv1T

τv1 τuKu + τvI −τvI

−τv1 −τvI τvI




Até aqui montamos a estrutura do modelo e escrevemos a posteriori conjunta dex e θ de

uma forma conveniente. Nesta matriz o termo espacialmente estruturadou tem uma restriç̃ao

de soma 0, ou seja, 1T u = 0. A proposta inicial para a inferência atrav́es de MCMC seria usar

um algoritmoone-block e gerar umaproposal conjunta usando

τ∗u ∼ q(τ∗u |τu)

τ∗v ∼ q(τ∗v |τv)

x∗ ∼ π(x|θ ∗,y)

e aceitar/rejeitar(θ ∗,x∗) conjuntamente, dentro de um algoritmo do tipoMetropolis Hastings.

A abordagem INLA trabalha diferente sem usar algoritmo de simulaç̃ao. Basicamente dese-

jamos obter as distribuições a posteriori, para o campo latentex e para os parâmetros de precisão

θ . O INLA trabalha usando que as marginais a posteriori de interesse podem ser escritas como,

π(xi|y) =

∫
π(xi|θ ,y)π(θ |y)dθ

e

π(θ j|y) =

∫
π(θ |y)dθ− j

O fato chave da abordagem INLÁe construir aproximaç̃oes aninhadas para cada um dos

componentes.

π̃(xi|y) =

∫
π̃(xi|θ ,y)π̃(θ |y)dθ

e

π̃(θ j|y) =

∫
π̃(θ |y)dθ− j
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O primeiro passóe usar a seguinte identidade

π(θ |y) =
π(y|x,θ)π(x|θ)π(θ)

π(y)π(x|θ ,y)
∝

π(y|x,θ)π(x|θ)π(θ)

π(x|θ ,y)
(2)

O fato mais importante na equaçãoé a parte inferior da equação que tem a seguinte forma,

π(x|θ ,y) ∝ exp

(
−

1
2

xT Qx+
∑

i

logπ(yi|xi,θ)

)

O núcleo da abordagem INLÁe usar uma aproximação Gaussiana para a distribuição

π(x|θ ,θ). Esta aproximaç̃ao é denotada porπG(x|θ ,θ), e é obtida obtendo a moda e a cur-

vatura na moda deπ(x|θ ,θ).

Para um dadoθ sabemos construir uma aproximação gaussiana para a distribuiçãoπ(x|θ ,θ).

Sendo assim, podemos usá-la em 2 para aproximarπ(θ |y). Note que a aproximação śo é válida

em um ponto

π̃(θ |y) ∝
π(y|x,θ)π(x|θ)π(θ)

π̃G(x|θ ,y)

∣∣∣∣∣
x=x∗(θ)

Sendo assim, basta avaliarπ̃(θ |y) para uma grade deθ que obteremos uma aproximação

paraπ(θ |y). No caso do exemplo temosθ = (τu,τv), portantoπ(θ |y) seŕa bidimensional.

A π̃(θ |y) é usada para resolver três problemas no processo de inferência.

1. Integrar fora a incerteza com respeito aθ quando calculando a aproximação para a

marginal posteriori do campo latentẽπ(xi|y).

2. É usada para calcular uma aproximação para a verossimilhança marginal.

3. Finalmente para o cálculo de marginais posteriori para os hiperparâmetros̃π(θm|y)

Todos estes procedimentos envolvem integração numerica sobre um dominio multidimen-

sional. Assim precisamos estar aptos a localizar aárea de mais alta densidade em̃π(θ |y) e

calcular a integral consistindo em uma grade ded pontos. Feito isso somos capazes de calcular

π̃(θ |y) e posśıveis marginais̃π(θm|y). Agora falta construir uma aproximação paraπ(xi|y). A

estrat́egia geraĺe apresentada no seguinte algoritmo

1. Selecione um conjunto deΘ = (θ 1, . . . ,θ k)

2. Parak = 1 at́e K faça
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3. Calculeπ̃(θ k|y)

4. Calculeπ̃(xi|θ k,y) como uma funç̃ao dexi

5. Fim para

6. Calculeπ̃(xi|y) =
∑

k π̃(xi|θ k,y)π̃(θ k|y)δk

Para este algoritmo funcionar precisamos saber de duas coisas

1. Como selecionar um conjunto (possivelmente pequeno) de pontosΘ = (θ 1, . . . ,θ k).

2. Como construir uma boa aproximação paraπ(xi|θ k,y)

O primeiro problema pode facilmente ser resolvido localizando uma grade sobre aárea de

mais alta densidade e calcularπ̃(θ |y) em cada ponto desta grade. Em termos gerais imagine o

exemplo dado anteriormente,π̃(θ |y) é bidimensional, suponha que tenha a seguinte forma:

Figura 1: Ilustraç̃ao da exploraç̃ao da marginal posteriori paraθ .

O procedimento de exploração pode ser resumido como

1. Encontre seu ponto de máximo deθ ∗.

2. Na moda calcule a HessianaH > 0. SejaΣ = H−1. Para facilitar a exploração use

variáveis padronizadasz ao inv́es deθ . SejaΣ = V δV T a decomposiç̃ao em autoval-

ores e autovetores deΣ e definaθ atrav́es dez com

θ(z) = θ ∗ +V δ 1/2z
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3. Explore a log̃π(θ ,y) usando a z-reparametrização

O próximo passóe aproximarπ(xi|θ ,y). Existem tr̂es propostas para esta aproximação.

• A aproximaç̃ao GaussianaπG(x|θk,y) já explicada.

• A aproximaç̃ao de Laplace.

• A aproximaç̃ao de Laplace Simplificada.

Neste momento vou explicar a de Laplace por ser a mais acurada. A forma natural de

melhorar a aproximação Gaussianáe calcular a aproximação de Laplace.

π̃LA(xi|θ ,y) ∝
π(y|θ ,x)π(x|θ)π(θ)

π̃GG(x−i|xi,θ ,y)

∣∣∣∣∣
x−i=x∗−i(xi,θ)

(3)

O problema com esta aproximaçãoé queπ̃GG precisa ser recalculada para cada valor dexi e

θ . Istoé muito caro computacionalmente. A primeira modificação a ser feita consiste em evitar

o passo de otimização no ćalculo deπ̃GG(x−i|xi,θ ,y) aproximando a configuração modal por

x∗−i ≈ EeπG
(x−i|xi) (4)

O lado direitoé calculado sob a densidade condicional derivada vindo da aproximaç̃ao

gaussianãπG(x|θ ,y). A segunda mudança materializa a seguinte intuição: Somente aquelesx j

que est̃ao pŕoximos dexi podem ter impacto na marginal dexi. Se a depend̂encia entrex j e xi

decai com o aumento da distância entrei e j, somente aquelesx′js em uma regĩao de interesse

acerca dei, Ri(θ), determinam a marginal dexi.

A esperança condicional em 4 implica que

EeπG
(x j|xi)−µ j(θ

σ j(θ)
= ai j(θ)

xi −µi(θ
σi(θ)

(5)

para algumai j(θ) quandoj 6= i. Assim, um crit́erio para construir o conjuntoRi(θ) é

Ri(θ) = ( j : |ai j(θ)| > 0.001)

O importantée a economia computacional quando calculamos o denominadorde 3, onde

agora śo é necesśario fatorar uma matriz esparsa de dimensão Ri(θ)× Ri(θ). A express̃ao

3 simplificada como explicado acima, precisa ser calculada para diferentes valores dexi para
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encontrar a densidade. Para selecionar estes pontos,usa-se a ḿedia e a varîancia da aproximação

gaussiana, e escolhemos diferentes valores para as variáveis padronizadas

x(s)
i =

xi −µi(θ)

σi(θ)

Para a escolha das abscissas recorre-se a quadratura de Gauss-Hermite. Para representar a

densidadẽπLA(xi|θ ,y), usa-se

π̃LA(xi|θ ,y) ∝ N(xi; µi(θ ,σ2
i (θ))×exp(cubic spline(xi)) (6)

O spline ćubico é ajustado para a diferença da log-densidade deπ̃LA(xi|θ ,y) e π̃G(xi|θ ,y)

nas abscissas selecionadas, e então a densidadée normalizada usando integração por quadratura.


